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ABSTRACT: Faulting is one of the most common functional failures in concrete pavements. Pavement 
design and pavement management systems can both benefit from predicting this failure. Therefore, 
predicting this failure can be very useful. Artificial neural networks, a powerful technique, were utilized 
in this study to predict this failure. The artificial neural network architecture was first determined by 
trial and error using 32 input variables such as traffic, weather, and structural data, and then the defined 
architecture was appropriately trained. New input factors that have not been explored before, such as 
Poisson’s ratio and elastic modulus of concrete slabs, have been considered among these 32 variables, in 
addition to the variables utilized in earlier studies. After that, 19 input variables were discovered using 
a new method, and a new neural network model with 19 variables was created. Notably, the feature 
selection method used in this study has been developed using the metaheuristic optimization algorithm. 
For the model with 32 variables and 19 variables, the correlation coefficient, mean square error, and 
mean absolute error are 0.97, 0.45, 0.43, 0.95, 0.54, and 0.6, respectively. Random forest is recognized 
in data mining as a powerful technique for identifying the importance of input variables. Finally, the 
importance of 19 variables was assessed using the random forest approach, with the four most important 
variables being the yearly cumulative number of days with precipitation more than 12.7 mm (24%), 
elastic modulus (14%), pavement life (12%), and base thickness (10%). It is found that elastic modulus 
is an essential input factor that has not been considered in prior studies.
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1- Introduction
The most popular type of rigid pavement is Jointed Plain 

Concrete Pavement (JPCP) [1]. Multiple factors such as 
traffic loading, severe weather conditions, pavement materials 
qualities, and pavement structure design cause various 
distress such as faulting in JPCP over time. The variation in 
height across a transverse joint is known as faulting. One of 
the most severe structural problems of JPCP is faulting [2]. 
Pavement maintenance must be done at the right time. In the 
pavement management system (PMS), timing is crucial since 
late maintenance may quadruple the entire cost. To avoid 
a threefold rise in costs, on-time maintenance operations 
necessitate accurate forecasting of the number of distinct 
distresses at any given stage [3]. As a result, developing 
failure prediction models, such as faulting distress, is critical 
for making Maintenance and Rehabilitation (M&R) technique 
decisions and estimating pavement life.

Artificial intelligence (machine learning) has been 
used to solve pavement engineering problems in recent 
years. Saghafi et al. [4] projected faulting by considering 
several input factors such as age, base type, base thickness, 

erodibility class, percent passing sieve #4 and #200 for base 
materials, and resilience modulus of the base layer. They 
employed multivariate linear regression (MLR) and artificial 
neural networks (ANNs) to anticipate faulting, which yielded 
R2 values of 0.51 and 0.94, respectively. Wang and Tsai [5] 
looked at many factors, including cumulative ESAL, age, etc. 
They partitioned the variables into four groups and used the 
ANNs approach to create four models. Their overall model 
(which included all variables) showed more minor error than 
the other three, but none of their models were very accurate.

This research aim is to use the ANN approach to forecast 
faulting failure. Initially, 32 input factors that impact are 
chosen from the authors’ and literature’s perspectives, and 
a general prediction model is built. The feature selection 
problem was then handled using the metaheuristic 
optimization approach, and 19 factors causing this failure 
were found. The 19 variables introduced are used to create a 
new prediction model. Finally, the Random Forest approach 
is used to discover crucial factors of this failure.
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2- Methodology
133 Jointed Plain Concrete Pavement (JPCP) sections 

were selected from the long-term pavement performance 
(LTPP), and the amount of faulting failure was extracted 
over time. The faulting variable is used as the response 
variable in this study. Input variables have been considered 
in this study, which includes: Base thickness multiplied 
by resilient modulus (BM), base and drainage type (BND, 
DRG, and DRGT), mean transverse joint spacing (JSP), 
slab, base, and subbase thickness (STH, BTH, and SBTH), 
dowel (DWL), Poisson’s ratio (PR), elasticity modulus (EM), 
tensile strength (TS), and compressive strength of concrete 
slab (CS), cumulative and annual average ESALs (CESAL 
and ESAL), age (ND), climate zone (WNF, DNF, FT, and 
DF), cumulative and annual average freeze-thaw (FT and 
CFT), cumulative and annual average number of days when 
the temperature is higher than 32 degrees of centigrade (D32 
and CD32), cumulative and annual average number of days 
when the precipitation is more than 12.7 and 0.25 mm (CINT 
and INT), cumulative and mean freezing index (CFI and FI), 
and cumulative and annual average precipitation (CPRC and 
PRC). The data are divided into training (70%), validation 
(15%), and test (15%) sections to develop the prediction 
models.

ANNs are one of the most helpful and efficient machine 
learning technologies accessible. According to the nature 
of the problem, this tool is known as a machine learning 
approach for predicting output(s) in regression problems. 
ANNs inspired by the human brain can accurately model 
a wide range of very complicated nonlinear problems [6]. 
The general model is developed with 32 input variables and 
determines the best architecture for ANN.Variables impacting 
faulting failure should be discovered to design a basic and 
forecasting model. For this purpose, a combination of NSGA 
II optimization method and ANN technique has been used. 
This study employed two objective functions to choose the 
attributes that have the greatest influence on faulting failure. 
The first objective function (F1) seeks to reduce the number 
of input variables, while the second seeks to reduce the 
ANN error (F2). This problem was solved using an integer 
optimization problem. There were 32 decision factors 
(equal to the total number of input variables). Each choice 
variable can have a value of zero or one as the solution in 
this issue. “Zero” indicates that the variable is not chosen, 
whereas “One” indicates that it is significant. A simple model 
is designed to predict faulting with selected variables after 
determining the features affecting faulting.Random Forest 
(RF) is one of the machine learning ensemble techniques 
that can determine the importance of input variables [7]. This 
research determined the importance of the selected variables 
from the feature selection problem using the RF method.

Finally, the accuracy and inaccuracy of the created models 
may be assessed using a variety of statistical measures. To 
evaluate each model constructed in this work, the R-squared 
(R2) and mean absolute error (MAE) were utilized. Eqs. (1) 
and (2) show how mean absolute error (MAE) and R-squared 
(R2) calculate to evaluate models [8].
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Where T is the target value (measured), P is the predicted 
value, T  is the average value of the target data, P  is the 
average of the data predicted by the model, and n is the 
number of data examined.

3- Results
After solving the feature selection problem, it was found 

that ND, FT, WF, WNF, DNF, DF, D32, WT, CINT, CD32, 
CESAL, DWL, DRG, JSP, SBTH, BTH, STH, PR, and EM 
variables have a significant effect on faulting failure. The 
general model with 32 input variables and the simplified 
model with 19 selected input variables were developed. The 
results of these models are reported in Table 1.

Also, the importance of the selected variables was 
determined by the random forest technique. The results show 
that the yearly cumulative number of days with precipitation 
more than 12.7 mm (24%), elastic modulus (14%), age (12%), 
and base thickness (10%) variables have the most significant 
impact on faulting failure and should be controlled.

4- Conclusions
The following are inferences that can be drawn:
The feature selection method presented in this study 

selected 19 input variables and constructed a simplified 
model. The accuracy of the simplified model is very 
appropriate, which indicates the high accuracy of the feature 
selection method.

Table 1. Performance evaluation of models
Table 1. Performance evaluation of models 

Name type MAE R2  
General Training 0.15 0.98  
General Testing 0.43 0.94  
General Validation 0.46 0.94  

Simplified Training 0.17 0.98  
Simplified Testing 0.6 0.9  
Simplified Validation 0.3 0.94  
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Yearly cumulative number of days with precipitation 
more than 12.7 mm, elastic modulus, age, and base thickness 
variables have the most role in causing faulting failure, 
respectively.

Using the LTPP data, the approach outlined in this research 
may be applied to different pavement distresses.
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مقدمه-  
زیرساخت های حمل و نقل یکی از مهم ترین دارایی های هر کشور است 
که نقش غیرقابل انکاری در توسعه اقتصادی و اجتماعی آن دارد ]1[. راه ها 
به طور میانگین وظیفه جابجایی 80 درصد مسافران در کشورهای مختلف را 
بر عهده دارند و در کشورهای پیشرفته شبکه های جاده ای یکی از مهم ترین 
دارایی های عمومی به شمار می  آیند ]2[. روسازی  یکی از مهم ترین اجزای 
راه ها می باشد که سالانه بیش از 400 میلیارد دلار در جهان صرف ساخت 
و نگهداری آن می شود ]3[. به طور کلی دو نوع روسازی در حال حاضر در 
سراسر دنیا مورد بهره  برداری قرار می  گیرد: روسازی آسفالتی )انعطاف پذیر( و 
روسازی بتنی )صلب(. با وجود این که هزینه ساخت روسازی صلب نسبت به 
روسازی انعطاف پذیر بالاتر است اما روسازی های صلب در طول عمر طراحی 
خود به تعمیر و نگهداری کمتری نیاز دارند و به دوام بالا، طول عمر زیاد، 
مقاومت بالا در برابر ترافیک عبوری و شرایط بد آب و هوایی معروف هستند 

بتنی  روسازی  نوع  متداول ترین  غیرمسلح1  درزدار  بتنی  روسازی   .]3 و   4[
است که به صورت گسترده مورد استفاده قرار می گیرد ]5[. از مجموع 4/3 
بتنی  دارای روسازی  آن  آمریکا، 6 درصد  بزرگراهی  میلیون کیلومتر شبکه 
است ]6[. با گذشت زمان، در این نوع از روسازی  خرابی های مختلفی مانند 
پلکانی  شدن2، مکش3 و خرد شدگی درز4  به وجود می آید که ناشی از عوامل 
مختلفی مانند ترافیک، آب و هوا، خصوصیات مواد روسازی و طراحی سازه 
روسازی می باشد. خرابی پلکانی  شدن یکی از مهم ترین خرابی های ساختاری 
و عملکردی روسازی بتنی درزدار می باشد. ناهمواری جاده ها که ناشی از این 
نوع خرابی است باعث نارضایتی استفاده  کنندگان از راه، افزایش زمان سفر و 
افزایش هزینه وسایل نقلیه می شود. یکی از موضوعات مهم در بحث تعمیر 
و نگهداری روسازی ها، انجام به موقع اقدامات ترمیمی است که لازمه آن 

1  Jointed Plain Concrete Pavement
2  Faulting
3  Pumping
4  Corner spalling
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پیش  بینی مناسب زمان وقوع خرابی می باشد ]8 و 7[. اگر اقدامات تعمیری 
دیرتر از زمان مطلوب انجام شود، می تواند هزینه را تا 3 برابر افزایش دهد 
]1[. بنابراین، توسعه مدل  های پیش بینی میزان خرابی در طول عمر روسازی 
به منظور تصمیم گیری راجع   به اقدامات تعمیر و نگهداری و همچنین تخمین 

عمر مفید روسازی بسیار ضروری است.
محققین از دیدگاه  های مختلف تحقیقاتی را در زمینه خرابی پلکانی  شدن 
انجام داده  اند. ویجک1 ]9[ و جنگ2 و زولینگر3 ]10[ با استفاده از روش  های 
این  ارائه دادند.  بار محوری معادل هم ارز  آزمایشگاهی یک مدل بر اساس 
مدل نمایی پایه چهار پارامتر ثابت دارد که اساس کار محققین زیادی قرار 
گرفته است ]12 و 11[. جنگ و زولینگر ]12[ در ادامه کار پیشین خود در 
با استفاده از دستگاه  سال 2011 از مدل نمایی فوق  الذکر استفاده کردند و 
ردیاب چرخ هامبورگ4 مدلی جدید ارائه کردند. سپس این مدل را با داده های 
موجود مورد آزمایش قرار داده و پارامترهای ثابت آن را با دقت 0/93 تخمین 
زدند. نشوادیان بخش5 و زولینگر ]13[ در سال 2014 با استفاده از پارامترهای 
و  زیرین  لایه های  فرسایش  برابر  در  مقاومت  برشی،  تنش  مانند  مکانیکی 
ادعا  و  داده  ارائه  با دقت 0/84  تجربی  مکانیکی -  تغییر شکل، یک مدل 
کردند که این مدل قابلیت کالیبراسیون با داده های میدانی یا آزمایشگاهی را 
دارد. چن6 و لیتون7 ]11[ نیز در سال 2019 از این مدل نمایی پایه استفاده و 
آن را بر اساس عمر روسازی بازنویسی کردند و یک مدل جدید مکانیکی - 
تجربی برای برآورد مقدار پلکانی  شدن در درزهای روسازی های بتنی درزدار 
ارائه دادند. ایشان برای چهار پارامتر ثابت مدل  که در مسیر چرخ می باشد 
خود با استفاده از روش رگرسیونی گام به گام8 و داده های در دسترس، چهار 

معادله جداگانه ارائه کردند.
محققین از روش  های مختلفی مانند رگرسیون خطی و غیرخطی برای 
پیش بینی خرابی پلکانی  شدن استفاده می کنند. در سال 1994 سیمپسون9 و 
همکاران ]14[ دو مدل جداگانه برای پیش بینی این نوع خرابی در روسازی 
بتنی غیرمسلح درزدار دارای داول10 و بدون داول ارائه دادند. آن ها با داشتن 
اطلاعات مربوط به 25 روسازی بتنی، دو مدل مجزا برای این خرابی ارائه 

1  Wijk
2  Jeong
3  Zollinger
4  Hamburg Wheel Tracking
5  Neshvadian Bakhsh
6 Chen
7  Lytton
8  Stepwise regression
9  Simpson
10  Dowel

برای پیش بینی  یو11 و همکاران ]15[ دو مدل مجزا  دادند. در سال 1996 
خرابی پلکانی شدن در روسازی بتنی غیرمسلح درزدار دارای داول و بدون 
داول ارائه دادند با این تفاوت که نسبت به سیمپسون و همکاران از داده های 
بیشتری استفاده کردند و متغیرهای جدیدی مانند ضریب اصلاح زهکشی، 
فاصله درزها، ضخامت دال و میانگین سالانه تعداد روزهایی که دمای هوا 
بیشتر از 32 درجه سانتی گراد است را نیز به مدل خود اضافه کردند. اضافه 
کردن متغیرهای جدید باعث افزایش 0/05 ضریب تعیین مدل شد. در گزارش 
مدل سازی  برای  زمان  گذر  در  خرابی  مقدار  افزایش  رویکرد  از   ]16[ آشتو 
مانند  متغیرهای ورودی مختلفی  استفاده شده است.  پلکانی  شدن  میانگین 
اطلاعات دما، تغییر شکل و عامل فرسایش  پذیری در این رابطه در نظر گرفته 
شده است. رابطه ارائه شده بسیار پیچیده بوده و دارای ضریب تعیین 0/71 
رگرسیونی  روش  چندین  از  استفاده  با   ]17[ همکاران  و  ویی کر12  می باشد. 
جدید از جمله مدل خطی تعمیم   یافته13 و مدل تطبیقی تعمیم   یافته14، مقدار 
خرابی پلکانی  شدن را پیش بینی کردند. آن ها متغیرهای مختلفی مانند سن 
روسازی، بار محوری معادل هم ارز، میزان بارندگی سالانه، نوع اساس و زیر 

اساس و چرخه ذوب و یخ را در مدل پیش بینی خود در نظر گرفتند.
شبکه های  مانند  دیگری  روش های  رگرسیونی،  روش های  علاوه  بر 
پیش بینی  منظور  به  نیز  برخوردارند  بالاتری  دقت  از  که  مصنوعی  عصبی 
همکاران  و  ثقفی15  است.  گرفته  قرار  استفاده  مورد  پلکانی  شدن  خرابی 
]18[ در سال 2009 با در نظر گرفتن متغیرهای ورودی مختلف شامل سن 
روسازی، نوع و جنس اساس، ضخامت، درصد عبوری از الک های 4 و 200 
برای مصالح اساس و مدول بر جهندگی مقدار پلکانی  شدن را با استفاده از 
پنج  کردند.  پیش  بینی  و شبکه  عصبی مصنوعی  رگرسیون خطی  روش  دو 
ورودی در روش رگرسیون خطی معنادار شده و مورد استفاده قرار گرفتند. 
روش شبکه های عصبی نسبت به رگرسیون خطی از دقت بالاتری برخوردار 
بوده  است. مولفه  های متعددی بر شکل  گیری و گسترش خرابی پلکانی  شدن 
موثر است که تعداد کمی از آن ها مورد برسی قرار گرفته و وارد این مدل 
شده است. یکی از دلایل به وجود آمدن این خرابی، تغییرات دما و رطوبت 
است که در پژوهش ایشان متغیرهای آب و هوایی در نظر گرفته نشده است. 
وانگ16 و تسای17 ]19[ در سال 2013 با در نظر گرفتن متغیرهای مختلفی 

11  Yu
12  Wei Ker
13  Generalized Linear Models
14  Generalized Additive Model
15  Saghafi
16  Wang
17  Tsai
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نبودن  یا  بودن  داول دار  روسازی،  سن  هم ارز،  معادل  محوری  بار  همچون 
روسازی، نوع اساس، ضخامت، زهکشی، فاصله درز، نوع شانه راه، میانگین 
بارندگی سالانه و تعداد سیکل های ذوب و یخ چهار مدل جداگانه با روش 
شبکه های عصبی مصنوعی ارائه کردند و در هر مدل، تعداد مشخصی از این 
ورودی ها را در نظر گرفتند. میانگین خطای استاندارد مدلی که همه پارامترها 
را در نظر گرفته از 3 مدل دیگر کمتر بوده اما ضریب تعیین آن 0/4653 بوده 

است که نشان   دهنده دقت پایین این مدل ها است.
هدف از این مطالعه پیش بینی مقدار خرابی پلکانی  شدن در روسازی بتنی 
غیرمسلح درزدار می باشد. روش های مبتنی بر رگرسیون نسبت به روش های 
جدید یادگیری ماشین1 مانند شبکه های عصبی مصنوعی در حل این گونه 
مسائل پیچیده دقت پایین تری دارند. با توجه به پیچیدگی بالا به علت موثر 
و  ورودی  متغیرهای  بین  رابطه  نبودن  و مشخص  متنوع  پارامترهای  بودن 
خروجی، روش شبکه های عصبی مصنوعی انتخاب مناسبی برای پیش بینی 
مقدار این خرابی می باشد. همانطور که در مطالعات گذشته بیان شده است، 
و  روسازی  سازه  عمر،  ترافیکی،  هوایی،  و  آب  نوع  از  متنوعی  پارامترهای 
مشخصات مکانیکی دال بر مقدار این خرابی موثر است. برخلاف مطالعات 
گذشته که تعدادی متغیر دلخواه برای مدل استفاده شده است، در این مطالعه 
بالقوه جهت استفاده در مدل در نظر  سعی بر آن است که کلیه متغیرهای 
گرفته شوند. تعداد زیادی از متغیرهای موثر بر این خرابی با توجه به مطالعات 
گذشته انتخاب شده است و همچنین تعدادی متغیر جدید که از نظر پدیدار 
گرفته  قرار  برسی  مورد  دارند  را  خرابی  این  بر  تاثیرگذاری  امکان  شناسی2 
است. به عبارت دیگر بر اساس تجربیات افراد خبره و آگاه در خصوص این 
مسئله متغیرهای ورودی جدیدی در نظر گرفته شد. سپس مدلی با استفاده از 
تمام متغیرهای بالقوه ساخته شده و با استفاده از شاخص های آماری متنوع، 
دقت آن مورد برسی قرار گرفته است. از آنجا که کلیه متغیرهای بالقوه تاثیر 
یکسانی بر متغیر خروجی مدل ندارند، می  بایست متغیرهای ورودی مهم و 
قطعی  روش  که  آنجا  از  شوند.  شناسایی  شدن  پلکانی  خرابی  بر  تأثیرگذار 
برای انتخاب متغیرهای ورودی جهت پیش بینی متغیر خروجی وجود ندارد، 
می بایست با توجه به نوع داده و مسئله از متغیرهای ورودی مهم و تاثیرگذار 
استفاده کرد. در این مطالعه با تعریف یک مسئله بهینه سازی با دو تابع هدف، 
با اجرای روش شبکه عصبی مصنوعی بهترین متغیرهای ورودی )متغیرهای 
انتخاب شده اند که روش نوآورانه  مهم و تأثیرگذار بر خرابی پلکانی شدن( 
NSGA2-MLP نام گذاری شده است. نوآوری روش به کار گرفته شده 

1  Machine learning
2  Phenomenological

در این است که با همان روشی )شبکه عصبی مصنوعی( که مدل سازی انجام 
می شود، انتخاب ویژگی نیز با همان روش صورت پذیرفته است. در ادامه یک 
مدل جدید با متغیرهای مهم ساخته شده و با مدل اصلی از نظر میزان دقت 

و خطا مقایسه شده است.

روش تحقیق- 2
جمع  آوری داده  ها- 1- 2

برنامه عملکرد بلند مدت روسازی3 منجر به تشکیل پایگاه داده  ای جامع، 
و صلب  انعطاف  پذیر  روسازی  های  عملکرد  در خصوص  مطمئن  و  منسجم 
شده است ]20[. از داده های این برنامه که به صورت رایگان در اختیار کلیه 
محققین سراسر دنیا می باشد، می  توان به منظور توسعه مدل های پیش بینی 
استفاده  مدل ها  این  کردن  کالیبره  همچنین  و  روسازی  مختلف  مولفه  های 
نمود. داده های جمع آوری شده در این برنامه شامل اطلاعات مربوط به 2581 
مقطع روسازی انعطاف  پذیر یا صلب در ایالات متحده آمریکا و کانادا می باشد.

انتخاب داده ها- 2- 2
نظر به اینکه هدف اصلی این پژوهش پیش  بینی میزان خرابی پلکانی 
بتنی  روسازی   دارای  مقطع   133 ابتدا  است،  بتنی  روسازی  های  در  شدن 
مقاطع مذکور  تعداد  و  موقعیت مکانی  است.  انتخاب شده  درزدار  غیرمسلح 
در شکل 1 قابل مشاهده است. همان  طور که در این شکل مشاهده می  شود، 
مقاطع مورد نظر از نظر پراکندگی جغرافیایی در ایالات متحده آمریکا شرایط 
داده  های جمع  آوری شده  در  و هوایی مختلف  و شرایط آب  داشته  مناسبی 
مورد  مقاطع  کلیه  در  شدن  پلکانی   خرابی  به  مربوط  داده های  دارد.  وجود 
برداشت  روسازی  مقاطع  از  یک  هر  برای  است.  شده  استخراج  مطالعه 
بر  تأثیرگذار  داده های  است.  پذیرفته  صورت  مختلف  زمآن های  در  خرابی 
شکل  گیری خرابی پلکانی شدن )ورودی  های مدل پیش  بینی( بر اساس مرور 
پدیدار شناسی4  نظر  از  که  پارامترهایی  برخی  و همچنین  تحقیقات گذشته 
در بروز این خرابی موثر هستند، انتخاب و با توجه به مقدورات پایگاه داده 
LTPP استخراج شده  اند. به عنوان مثال متغیرهای ضریب پواسون و مدول 

الاستیسیته دال بتنی از نظر پدیدار شناسی به عنوان متغیرهای ورودی در 
نظر گرفته شدند. بر اساس مرور ادبیات صورت گرفته، تاکنون این متغیرها 
در مدل های پیشین مبتنی بر روش های یادگیری ماشین بر اساس علم داده 
که برای پیش بینی این خرابی توسعه داده شده اند مورد استفاده قرار نگرفته اند 

3  Long-Term Pavement Performance (LTPP)
4  Phenomenological
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و در این مقاله به عنوان دو متغیر جدید معرفی و مورد مطالعه قرار گرفته اند. 
جدول 1 شرح کامل این متغیرها را ارائه نموده است. 

از آنجایی که این خرابی بیشتر در درزهای عرضی اتفاق می افتد، 
داده های مورد استفاده در این مطالعه و نیز مطالعات گذشته ]19 و 11[ 
مربوط به درزهای عرضی می باشد. نظر به اینکه درزهای عرضی توسط 

داول ها به یکدیگر دوخته می شوند، این نوع میلگرد در بررسی این خرابی 
بسیار حائز اهمیت  است؛ اما تای بارها1 چون وظیفه متصل کردن درزهای 

طولی به یکدیگر را دارند، تاثیر ناچیزی در شکل گیری و یا جلوگیری از 
بروز این خرابی دارند 

در جدول 1 متغیرهای مقاومت کششی، ضریب پواسون و مدول 
الاستیسیته دال بتنی و ضرب مدول بر جهندگی در ضخامت لایه اساس 
به عنوان متغیرهای جدید که از نظر پدیدار شناسی خرابی پلکانی شدن 

مهم به نظر می رسند مورد بررسی قرار گرفتند و سایر متغیرها با توجه به 
مطالعات گذشته انتخاب شده اند.

آماده سازی داده ها- 3- 2
پیش بینی  برای  مدلی  توسعه  مطالعه  این  اصلی  هدف  اینکه  به  نظر 
است،  بتنی  روسازی های  در  پلکانی  شدن  خرابی  گسترش  و  شکل گیری 

1  Tie bar

و  تعمیر  عملیات  که  گرفته اند  قرار  استفاده  مورد  مدل  در ساخت  داده هایی 
نگهداری روی روسازی انجام نشده باشد زیرا هدف این مطالعه ساخت مدل 
اضمحلال خرابی پلکانی  شدن می باشد. بنابراین داده های پلکانی  شدن از روز 
اول ساخت روسازی برداشت شده و تا زمانی که عملیات تعمیر و نگهداری 
موثری بر این خرابی انجام نشده باشد وارد داده های مدل سازی شده است. 
برای یک مقطع وجود  زمان خاصی  در  نگهداری  و  تعمیر  چنانچه عملیات 
به  زمان  آن  از  خاص  مقطع  آن  برای  پلکانی  شدن  داده های  باشد،  داشته 
بعد حذف شده  و از داده های مقطع بعدی استفاده شده است. آماره توصیفی 
داده های استخراج شده در جدول 2 گزارش شده است. لازم به ذکر است 
آماره توصیفی برای متغیرهای ساختگی که تنها دو مقدار صفر یا 1 را شامل 

می  شوند معنایی ندارد. 
از آنجا که تعداد متغیرهای در نظر گرفته شده زیاد است و مقادیر متغیرها 
با یکدیگر دارند، نرمال کردن داده ها  نبوده و اختلاف زیادی  از یک مرتبه 
جهت توسعه مدل پیش بینی مدنظر قرار گرفته است. هر یک از متغیرهای 
مورد نظر با استفاده از رابطه )1( بین مقدار صفر و 1 نرمال شده است ]22[:
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 [11]های بتنی غیرمسلح درزدار مورد برسی موقعیت مکانی روسازی .1شکل 

Figure 1. Locations of investigated jointed plain concrete pavement sections [21] 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 1. موقعیت مکانی روسازی های بتنی غیرمسلح درزدار مورد برسی ] 2[

Fig. 1. Locations of investigated jointed plain concrete pavement sections [21]
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جدول 1. متغیرهای انتخاب شده به عنوان عوامل تأثیرگذار بر شکل  گیری خرابی پلکانی شدن

Table 1. Selected variables as influencing factors in the formation of faulting failure

 نماد متغیر
نوع *

نماد  تعریف متغیر واحد متغیر
 متغیر

نوع *
 تعریف متغیر واحد متغیر

FLT 1 شدن عمق خرابی پلکانی متر FT 6 میانگین سالانه تعداد روزهایی که سیکل  تعداد
 افتدذوب و یخبندان در آن اتفاق می

BM 2 
نیوتن 
 - WF 6 جهندگی در ضخامت اساس ضرب مدول بر بر متر

با  برای منطقه 1)مقدار  1متغیر ساختگی
آب و هوای مرطوب همراه با یخبندان و 

 مقدار صفر برای موارد دیگر(

BND 2 -  برای  0برای تثبیت شده و  1نوع اساس )مقدار
 - WNF 6 تثبیت نشده(

با   برای منطقه 1متغیر ساختگی )مقدار 
آب و هوای مرطوب و بدون یخبندان دارد 

 دیگر(و مقدار صفر برای موارد 

DRG 2 - 
هایی که برای روسازی 1متغیر ساختگی )مقدار 

زهکشی سطحی دارند و مقدار صفر برای موارد 
 دیگر(

DNF 6 - 
با  برای منطقه 1متغیر ساختگی )مقدار 

آب و هوای خشک و بدون یخبندان و 
 مقدار صفر برای موارد دیگر(

JSP 2 فاصله درزهای روسازی متر DF 6 - 
با  برای منطقه 1)مقدار  متغیر ساختگی

آب و هوای خشک همراه با یخبندان و 
 مقدار صفر برای موارد دیگر(

STH 2 ضخامت دال بتنی متر D32 6 میانگین سالانه تعداد روزهایی که دمای  تعداد
 گراد باشد.درجه سانتی 22هوا بیشتر از 

SBTH 2 اساس ضخامت زیر متر INT 6 میانگین سالانه تعداد روزهایی که بارش  تعداد
 باشد مترمیلی 7/12بیشتر از 

BTH 2 ضخامت اساس متر WT 6 میانگین سالانه تعداد روزهایی که بارش  تعداد
 باشد مترمیلی 22/0بیشتر از 

DRGT 2 -  برای زهکشی طولی و  1نوع زهکشی )مقدار
 یخبندانشاخص  تعداد FI 6 های دیگر(مقدار صفر برای حالت

DWL 2 - 
برای روسازی بتنی  1متغیر ساختگی )مقدار 

و مقدار صفر برای روسازی فاقد  دارای داول
 داول(

PRC 6 میانگین سالانه بارش متر 

PR 2 - ضریب پواسون دال بتنی CD32 6 مقدار تجمعی تعداد روزهایی که دمای هوا  تعداد
 گراد باشد.درجه سانتی 22بیشتر از 

EM 2 مدول الاستیسیته دال بتنی پاسکال CFT 
6 

 
 

مقدار تجمعی تعداد روزهایی که سیکل  تعداد
 اتفاق بیفتد هاآنذوب و یخبندان در 

TS 2 مقاومت کششی دال بتنی به روش دو نیم کردن پاسکال CFI 6 مقدار تجمعی سالانه شاخص یخبندان تعداد 

CS 2 مقاومت فشاری بتن پاسکال CPRC 6 مقدار تجمعی سالانه بارش متر 

CESAL 4 ارزتعداد تجمعی بار معادل هم تعداد CWT 6 مقدار تجمعی تعداد روزهایی که بارش  تعداد
 باشد مترمیلی 22/0بیشتر از 

ESAL 4 ارزمیانگین سالانه تعداد بار معادل هم تعداد CINT 6 مقدار تجمعی تعداد روزهایی که بارش  تعداد
 باشد مترمیلی7/12 بیشتر از

ND 2 گذردتعداد روزهایی که از ساخت روسازی می تعداد  
 = آب و هوایی 6= عمر و  2= ترافیکی،  4= مشخصات مکانیکی دال،  2= سازه روسازی،  2= متغیر خروجی، 1*:    

                                                           
1 Dummy 
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جدول 2. آماره توصیفی متغیرهای انتخاب شده به عنوان عوامل تأثیرگذار بر شکل  گیری و گسترش خرابی پلکانی شدن

Table 1. Descriptive statistics of selected variables as influencing factors in the formation and 
spread of faulting failure

 گیری و گسترش خرابی پلکانی شدنانتخاب شده به عنوان عوامل تأثیرگذار بر شکل آماره توصیفی متغیرهای .2جدول 
Table 2. Descriptive statistics of selected variables as influencing factors in the formation and spread of 

faulting failure 
 

نماد 
 کشیدگی چولگی بیشینه کمینه انحراف معیار واریانس میانگین واحد متغیر

FLT 12/2 72/1 0112/0 0001/0 0022/0 0 0022/0 متر 

FT 222/0 22/0 22/177 1 27/42 22/1772 14/77 تعداد- 

BM 
 نیوتن بر

 12/4 66/1 72/2×710 12/2×610 07/6776671 72/6×1210 6/16662760 متر

ESAL 426/2 704/1 62/1×610 41/20026 27/242222 16/1×1110 76/261467 تعداد 

CD32 72/2 22/1 4122 0 61/772 47/614046 27/726 تعداد 

CFT 476/0 272/0 2622 12 61/772 66/777667 44/1472 تعداد- 

CFI 04/2 6/1 22241 0 16/7226 46/24127272 2/2702 تعداد 

CPRC 22/1 67/0 21/62 42/2 61/11 72/141 41/17 متر 

CWT 461/0 766/0 6162 472 62/1126 77/1267722 66/2427 تعداد 

CINT 27/1 01/1 1672 6 61/216 07/102124 26/420 تعداد 

ND 4/0 612/0 16042 2101 21/2716 21/7262761 21/6776 تعداد 

CESAL 72/4 02/2 26/4×710 162401 6/7761026 22/6×1210 1/7476277 تعداد 

JSP 06/2 67/0 14/6 21/2 62/0 76/0 07/2 متر 

PR - 17/0 002/0 04/0 06/0 2/0 272/0 427/0 

EM 67/0 47/0 72/4×1010 76/1×1010 2477777176 01/2×1610 66/2×1010 پاسکال 

TS 004/0 622/0 42/6×610 01/2×610 46/772040 66/2×1110 2/4222272 پاسکال- 

CS 01/1 616/0 02/6×710 76/2×710 66/7670200 22/7×1210 22/22262244 پاسکال 

STH 77/2 667/0 27/0 16/0 04/0 001/0 22/0 متر 

SBTH 71/2 062/2 67/0 0 2224/0 022/0 14/0 متر 

D32 077/1 402/0 42/102 0 64/27 26/720 66/40 تعداد- 

INT 214/1 -102/0 27/27 2/1 46/11 2/121 11/20 تعداد- 

WT 442/0 -061/0 72/172 12/22 72/27 27/721 71/116 تعداد- 

BTH 22/6 77/1 26/0 02/0 022/0 002/0 14/0 متر 

FI 22/4 612/1 62/1601 0 76/407 24/167164 71/221 تعداد 

PRC 267/1 -11/0 24/1 21/0 4067/0 167/0 762/0 متر- 
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که در آن Ni مقدار نرمال شده داده مربوط به متغیر مورد نظر، i مقدار 
داده خام متغیر، imax و imin نیز به ترتیب بیشترین و کمترین مقدار موجود 

در متغیر مورد نظر می باشد.

شبکه عصبی پرسپترون چندلایه1- 4- 2
ابزراهای  کارآمدترین  و  مفیدترین  از  یکی  شبکه های عصبی مصنوعی 
در دسترس یادگیری ماشین می باشند. از این ابزار به عنوان یک روش جدید 
یادگیری ماشین و پردازش داده برای پیش بینی خروجی به صورت رگرسیون 
عصبی  شبکه های  می شود.  یاد  مسئله  ماهیت  به  توجه  با  دسته بندی  و 
مصنوعی با الهام گرفتن از مغز انسان می توانند مسائل غیرخطی مختلف که 
پیچیدگی بالایی دارند را به خوبی مدل سازی کرده و نتایج دقیقی ارائه دهند. 
هنگامی که داده ها از توابع ریاضی شناخته شده ای پیروی نمی کنند استفاده از 
این روش قابلیت  های خود را بیش از پیش آشکار می  کند. شبکه های عصبی 
مصنوعی از سه لایه مختلف تشکیل می شوند: 1( لایه ورودی شامل متغیر یا 
متغیرهای ورودی، 2( تعدادی لایه پنهان، و 3( لایه خروجی که شامل متغیر 
یا متغیرهای خروجی است. در داخل لایه پنهان تعدادی نورون وجود دارد 
]24 و 23[. شبکه چند لایه پرسپترون یکی از معمول ترین و کاربردی ترین 
شبکه  های عصبی مصنوعی است که در آن هر نورون به چند همسایه خود 
متصل است ]25[. عملکرد هر نورون مطابق شکل 2 در نظر گرفته می  شود.
1  Multi Layer Perceptron (MLP)

تا nام هستند، W1 تا  تا Xn متغیرهای ورودی اول   X1 ،2 در شکل
 z یک تابع انتقال2 و f ،عدد ثابت b ،وزن های مربوط به این متغیرها Wn

مقدار خروجی نورون می باشد. نحوه محاسبه مقدار net وz  در روابط 2 و 3 
بیان شده است ]26[.
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مقادیر وزن ها و عدد ثابت موجود در نورون ها با استفاده از روش بهینه سازی 
مورد استفاده در شبکه عصبی تعیین می شود. در شبکه های عصبی معمولًا 
از سه نوع تابع انتقال سیگموئید مماسی هذلولیTANSIG( 3(، سیگموئید 
استفاده   )PURELIN( خطی5  انتقال  تابع  و   )LOGSIG( لگاریتمی4 
می شود. معادلات 4 تا 6 معادلات این توابع فعال سازی را نشان می دهد ]4[. 
معماری کلی و شماتیک شبکه عصبی نیز در شکل 3 نمایش داده شده است.

2  Transfer function
3  Hyperbolic tangent sigmoidal transfer function
4  Logarithmic sigmoidal transfer function
5  Pure linear transfer function

 
 نحوه عملکرد نورون در شبکه عصبی .1شکل 

Figure 2. Function of neurons in the neural network 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 2. نحوه عملکرد نورون در شبکه عصبی

Fig. 2. Function of neurons in the neural network
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در این تحقیق متغیر FLT )عمق خرابی پلکانی  شدن( متغیر خروجی 
نظر  در  ورودی  متغیرهای  عنوان  به  باقی مانده  متغیر  و 32  بوده  نظر  مورد 
ابتدا داده ها به صورت کاملًا تصادفی به سه دسته آموزش1  گرفته شده  اند. 
)70 درصد کل داده  ها(، آزمایش2 )15 درصد کل داده  ها( و اعتبارسنجی3 )15 
شبکه  معماری  تعیین  برای  قطعی  روش  شدند.  تقسیم  داده  ها(  کل  درصد 
لایه  های  تعداد  تعیین  برای  روش  بهترین  ندارد.  وجود  مصنوعی  عصبی 
بهینه سازی  روش  نوع  همچنین  و  انتقال  تابع  نوع  نورون ها،  تعداد  پنهان، 
که  معماری   .]25[ می باشد  خطا  و  آزمون  عصبی،  شبکه  در  استفاده  مورد 
حل  برای  باشد  داشته  را   )MSE( خطا4  مربعات  میانگین  مقدار  کمترین 
مطالعه شامل یک  این  در  بررسی  مورد  انتخاب می شود. حالت های  مسئله 

1  Train
2  Test
3  Validation
4  Mean Squared Error

 ،LOGSIG و TANSIG )TF( توابع انتقال ،)HL( و دو لایه پنهان
بهینه سازی  روش  دو  همچنین  می باشد.   30 تا   1  )NN( نورون ها  تعداد 
)TRAINLM5 )OM  و TRAINSCG6 ]28 و 27[ مورد استفاده 
قرار گرفته است. در مقاله دهایگود7 و آجمرا8 ]29[ از دو روش بهینه سازی 
استفاده شده در این مطالعه برای مدل سازی استفاده شده است و هر دو روش 
از  بالاتری داشته است.  TRAINLM دقت  اما  داشته اند  عملکرد خوبی 
زیاد می شود،  پنهان بسیار  با در نظر گرفتن دو لایه  تعداد حالات  آنجا که 
بهترین عملکرد تابع انتقال و روش بهینه سازی یک لایه پنهان برای دو لایه 
پنهان استفاده شده است. همچنین تعداد نورون لایه اول، ضرایبی از پنج در 
نظر گرفته شده است اما برای لایه دوم، نورون ها از 1 تا 30 مورد آزمایش 
قرار گرفته  اند. با توجه به ماهیت تصادفی شبکه عصبی مصنوعی، برای هر 
معماری خاص n بار شبکه عصبی اجرا شده و شبکه ای که کمترین خطا را 
دارد انتخاب می  شود. در این مطالعه هر معماری 30 بار و در مجموع 9000 
بار شبکه عصبی اجرا شده و بهترین حالت معرفی شده است. فلوچارت مورد 

استفاده جهت تعیین معماری شبکه عصبی در شکل 4 ارائه شده است.
که در شکل 4 داریم: HL تعداد لایه پنهان، NN تعداد نورون ها، 

n تعداد اجرای شبکه عصبی، TF تابع انتقال و OM روش بهینه سازی 
می باشد.

5  Levenberg-Marquardt
6  Scaled Conjugate Gradient
7  Dhaigude
8  Ajmera

 

 
 معماری شبکه عصبی مصنوعی .3 شکل

Figure 3. Architecture of artificial neural network 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 3. معماری شبکه عصبی مصنوعی

Fig. 3. Architecture of artificial neural network
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 فلوچارت انتخاب معماری شبکه عصبی مصنوعی. 4شکل 

Figure 4. Flowchart of artificial neural network architecture Selection 
 

 

 

 

 

 

 

 

 

شکل 4. فلوچارت انتخاب معماری شبکه عصبی مصنوعی

Fig. 4. Flowchart of artificial neural network architecture Selection
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2 -5 -NSGA ІІ-MLP انتخاب متغیرهای تأثیرگذار با استفاده از روش
برای پیش بینی خرابی  استفاده  متغیرهای مورد  تعداد  اینکه  به  توجه  با 
اهمیت  میزان  که  متغیرهایی  می  بایست  است،  زیاد  بسیار  شدن  پلکانی 
بیشتری در پیش بینی دارند مشخص شود. از آنجا که با کاهش دادن تعداد 
متغیرهای ورودی، مدل ساده تر می شود باید به این نکته توجه داشت که دقت 
با 32 متغیر ورودی تفاوت  اولیه یعنی مدل سازی  نیز نسبت به حالت  مدل 
معنادار و تأثیرگذاری نداشته باشد. به این منظور در این مطالعه یک مسئله 
بهینه سازی با دو تابع هدف تعریف شده که تابع هدف اول مربوط به کمینه 
کردن تعداد متغیرهای ورودی و تابع هدف دوم مربوط به کمینه کردن میزان 
خطای مدل شبکه عصبی است. سپس بهترین جواب از بین پاسخ های به 
با متغیرهای ورودی منتخب، یک  انتخاب شده و  این روش  از  آمده  دست 

مدل ساخته می شود. 

2 -5 -1 -NSGA ІІ1 الگوریتم بهینه سازی
بر خلاف بهینه  سازی تک هدفه که منجر به یک جواب بهینه می  شود، 
تناقض هستند  در  با هم  که  توابع هدفی  اساس  بر  هدفه  چند  بهینه سازی 
الگوریتم  NSGA ІІ یک  الگوریتم  ارائه می دهد.  را  بهینه  چندین جواب 
بهینه سازی چند هدفه قدرتمند است ]31 و 30[. در ابتدا یک جمعیت اولیه 
تصادفی )P( به اندازه N ایجاد می شود و سپس مقادیر توابع هدف )F1 تا 
Fn( محاسبه می گردد. جمعیت موجود بر اساس شروط نامغلوب2 )ND( و 

استفاده  با  پاسخ،  بهبود  برای  می شوند.  رتبه بندی   )CD( ازدحامی3  فاصله 
جهش  یافتگان  جمعیت های   ،)C( ترکیب5  و   )M( جهش4  عملگرهای  از 
که   )TP( کل  جمعیت  بین  از  می شوند.  ایجاد   )OP( فرزندان  و   )MP(
مجموع سه جمعیت موجود است، جمعیتی به اندازه N انتخاب می شود و این 
عملیات تکرار می شود تا جواب بهینه تعیین گردد ]32[. نحوه عملکرد این 

الگوریتم به صورت فلوچارت در شکل 5 قابل مشاهده می باشد.
در شکل 5 داریم: P جمعیت تصادفی، N اندازه جمعیت، F تابع هدف، 

 M ،عملگر ترکیب C ،شرط فاصله ازدحامی CD ،شرط نامغلوب ND

 TP جمعیت جهش  یافتگان و MP ،جمعیت فرزندان OP ،عملگر جهش
جمعیت کل می باشد.

1  Non-dominated Sorting Genetic Algorithm-II
2  Non-Dominated
3  Crowding Distance
4  Mutation
5  Crossover

2 -5 -2 -NSGA ІІ -MLP پیاده  سازی روش
در این مطالعه به منظور انتخاب متغیرهای ورودی، دو تابع هدف استفاده 
با  مرتبط   )F1( اول  تابع هدف  عنوان شد  پیشتر  که  همان  طور  است.  شده 
کمینه کردن تعداد متغیرهای ورودی و تابع هدف دوم )F2( مرتبط با کمینه 
بهینه سازی  مسئله  یک  از  اینجا  در  می باشد.  عصبی  شبکه  خطای  کردن 
عدد صحیح6 استفاده شده است. تعداد متغیرهای تصمیم در این مسئله 32 
می باشد )برابر با تعداد کل متغیرهای ورودی( که هر متغیر تصمیم می تواند 
عدد صفر یا 1 را به عنوان پاسخ داشته باشد. »صفر« به معنی عدم انتخاب 

متغیر و »1« به معنی انتخاب متغیر می باشد.
پس از ایجاد جمعیت اولیه تصادفی )P(، میزان تابع هدف اول یعنی تعداد 
که  آنجایی  از  می شود.  ثبت  جواب  دسته  هر  برای  انتخاب شده  متغیرهای 
شبکه عصبی ماهیت تصادفی دارد، برای محاسبه مقدار تابع هدف دوم باید 
برای هر دسته جواب S بار شبکه عصبی اجرا )در این مطالعه 20 بار اجرا شده 
است( و کمترین مقدار میانگین مربعات خطا ثبت  شود. در حقیقت مقدار دو 
تابع هدف برای جمعیت محاسبه شده است. با استفاده از عملگرهای جهش 
و ترکیب، جواب های تولید شده بهبود پیدا می کنند تا جایی که جواب بهینه 
مشخص شود. در نهایت چندین جواب با شرایط مختلف به عنوان جواب های 
بهینه ارائه می شوند که عملًا هیچ جوابی، جواب دیگر را مغلوب نمی کند. در 

شکل 6 مراحل انجام انتخاب ویژگی به صورت فلوچارت رسم شده است.
که در آن P جمعیت تصادفی، N اندازه جمعیت، F1 تابع هدف اول 

 CD ،شرط نامغلوب ND )خطای مدل( تابع هدف دوم F2 ،)تعداد متغیر(
شرط فاصله ازدحامی، C عملگر ترکیب، M عملگر جهش، OP جمعیت 

فرزندان، MP جمعیت جهش  یافتگان و TP جمعیت کل می باشد. پس از 
انتخاب متغیرهای با اهمیت بالا در پیش بینی خرابی پلکانی شدن، با این 
متغیرها نیز یک مدل شبکه عصبی مصنوعی با توجه به روش بیان شده 

ساخته شده است.

 ارزیابی دقت مدل ها2- 6- 
در  دارد.  وجود  مدل ها  دقت  ارزیابی  برای  مختلفی  آماری  شاخص های 
نش- کارایی  ضریب   ،)R( همبستگی7  ضریب  از  استفاده  با  مطالعه  این 

خطا10  مربعات  میانگین   ،)SI( پراکندگی9  شاخص   ،)NSE(8ساتکلیف
6  Optimization integer programming
7   correlation coefficient
8  Nash-Sutcliffe coefficient
9  Scatter Index
10  Mean Squared Error
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میانگین   ،)RRMSE( خطا1  مربعات  میانگین  نسبی  ریشه   ،)MSE(
خطای مطلقMAE( 2( و ریشه میانگین مربعات خطا3 )RMSE( دقت 
مدل ها مورد برسی قرار گرفتند. روابط )7( تا )13(، معادلات مورد نظر برای 

به دست آوردن این شاخص ها را نشان می دهد ]34 و 33[.
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1   Relative Root Mean Square Error
2  Mean Absolute Error
3  Root Mean Square Error
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 NSGA ІІسازی چند هدف فلوچارت بهینه. 5شکل  

Figure 5. Flowchart of NSGA II multi-objective optimization 
 

 

 

 

 

 

 

 

 

 

 

 

NSGA ІІ شکل 5. فلوچارت بهینه سازی چند هدف

Fig. 5. Flowchart of NSGA II multi-objective optimization
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که در آن ها T مقدار هدف )اندازه گیری شده(، P مقدار پیش بینی شده،
شده  پیش بینی  داده های  میانگین   P هدف، داده های  میانگین  مقدار   T
توسط مدل و n تعداد داده های مورد بررسی می باشد. هر یک از شاخص های 
آماری فوق  الذکر برای داده های آموزش، آزمایش و اعتبارسنجی هر مدل به 

صورت جداگانه محاسبه شده است.

جنگل تصادفی- 7- 2
جنگل  تصادفی1 یک الگورریتم محبوب و کارامد است که با هدف  حل 
مسائل دسته  بندی و رگرسیون توسط بریمن2 در سال 2001 ارائه شده است 

1  Random Forest
2  breiman

 
 MLP NSGA ІІ- روش فلوچارت. 6شکل 

Figure 6. Flowchart of the NSGA II-MLP method 
 

 

 

 

 

 

 

 

 

 

NSGA II-MLP شکل 6. فلوچارت روش

Fig. 6. Flowchart of the NSGA II-MLP method
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]35[. این الگوریتم از تعداد زیادی درخت تصمیم تشکیل شده است ]36[. 
که  است  غیرپارامتریک  شده  نظارت  یادگیری  روش  یک  تصمیم  درخت 
از ساختار درخت  انجام داده و  می تواند روی مجموعه داده   ها تصمیم گیری 
الگوریتم های   .]37[ کند  استفاده  رگرسیون  و  طبقه  بندی  مسئله  حل  برای 
درخت  محور یادگیری ماشین در حل مسائل طبقه  بندی و رگرسیون به دلیل 
کنترل کردن  توانایی  و  آن  بودن  ملموس  فهم درخت تصمیم،  در  سهولت 
پیچیدگی بالای غیرخطی بین داده های پیش بینی و اندازه گیری شده عملکرد 
بسیار خوبی از خود نشان داده  اند ]38[. جنگل تصادفی ترکیبی از درخت های 
پیش بینی هستند به گونه ای که هر درخت بر اساس یک بردار تصادفی به 
صورت مستقل و با توزیع یکسان نمونه   برداری شده است. به عبارت دیگر 
از  تعدادی  تصادفی  جنگل  در  موجود  تصمیم  درخت های  از  یک  هر  برای 
متغیرهای ورودی به صورت تصادفی و با جایگذاری مجدد متغیرها انتخاب 
می شوند ]39[. یک جنگل تصادفی به دو دلیل تصادفی تلقی می  شود. اول 
اینکه هر درخت بر اساس یک زیرمجموعه تصادفی از مشاهدات )متغیرهای 
متغیرهای  تعداد  اساس  بر  درخت  در هر  انشعاب  هر  دوم،  و  است  ورودی( 
با  رگرسیون  مسائل  در  تصادفی  جنگل   .]36[ می  شود  انجام  شده  انتخاب 

تعیین تعداد از پیش تعیین شده درختان به عنوان جنگل آغاز می  شود. هر 
درخت تصمیم مجموعه داده  های ورودی خود را به زیرمجموعه  های کوچک تر 
تقسیم می کند که شامل گره  های تصمیم  گیری و برگ  ها می شود. یک گره 
تصمیم دارای دو زیرگروه یا شاخه است و برگ ها، گره های درخت هستند که 
از آن به بعد داده ها را تقسیم نمی  کند. همانطور که در شکل 7 قابل مشاهده 
است، این الگوریتم با آموزش دادن تعداد زیادی از درخت های تصمیم که هر 
کدام با توجه به نمونه   برداری تصادفی انجام شده است و خروجی منحصر 
به فرد خود را دارد مقدار پیش  بینی را بر اساس میانگین خروجی درخت های 
تصمیم انجام می دهد ]40[. از آنجایی که متغیرها برای هر درخت به صورت 
تصادفی انتخاب شده است نتیجه هر درخت به صورت جداگانه ناپایدار بوده 
بسیار  بعدی است که می تواند عملکرد  تابعی چند  میانگین همه درختان  و 

خوبی داشته باشد ]36[.
متغیر  با  اندازه  یک  به  متغیرها  همه  تصادفی  جنگل  مدل  ساخت  در   
خروجی همبستگی ندارند. غالبا تعداد کمی از متغیرها تاثیرات قابل توجهی 
امکان  تصادفی  جنگل  الگوریتم  در  دارند.  خروجی  متغیر  پیش  بینی  برای 
اندازه  گیری اهمیت نسبی متغیرها نسبت به پیش  بینی هدف قابل اندازه  گیری 

 
 

 نحوه عملکرد جنگل تصادفی .7شکل 
Figure 7. Random forest performance diagram 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 7. نحوه عملکرد جنگل تصادفی

Fig. 7. Random forest performance diagram
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از  است ]39[. بریمن برای تعیین اهمیت یک متغیر پیشنهاد داده که پس 
دادن  قرار  از  بعد  و  قبل  پیش بینی  در دقت  تفاوت  تصادفی  آموزش جنگل 
متغیر مورد بررسی به طور متوسط بر روی همه درختان به عنوان معیاری 
برای اهمیت متغیر مورد بررسی قرار گیرد و میزان اهمیت آن ها به صورت 
جداگانه و یک عدد بین 0 و 1 گزارش شود/ مجموع همه ی اهمیت متغیرهای 

ورودی 1 خواهد بود ]41[.

نتایج و بحث- 3
در این مطالعه مقدار خرابی پلکانی  شدن با استفاده از ابزار شبکه عصبی 
مصنوعی پیش بینی شده است. در این بخش ابتدا نتایج مدل حاصل از در 
نظر گرفتن 32 متغیر ورودی ارائه شده است. سپس نتایج روش جدید انتخاب 

مدل  منتخب،  متغیرهای  از  استفاده  با  و  گردیده  بیان  تأثیرگذار  متغیرهای 
ساده  تری با تعداد متغیرهای کمتر نسبت به مدل اولیه ساخته شده است. در 
انتها دقت مدل های ساخته شده با استفاده از پارامترهای مختلف مورد بررسی 

و ارزیابی قرار گرفته است.

شبکه عصبی مصنوعی با استفاده از کلیه متغیرهای موجود )32 متغیر - 1- 3
ورودی(

بر  عصبی  شبکه  معماری  انتخاب  شد،  بیان   2 بخش  در  همان طورکه 
اساس روش آزمون و خطا صورت پذیرفته است. با توجه به ماهیت تصادفی 
شبکه عصبی، برای هر حالت مختلف 30 بار شبکه اجرا شده و پس از اجرای 
8-الف،  شکل  در  است.  شده  انتخاب  حالت  بهترین  مختلف،  حالت   9000

 
 )الف(

 
 )ب(

 های مختلف با در نظر گرفتن )الف( یک لایه پنهان، و )ب( دو لایه پنهانمیانگین مربعات خطا برای معماری .8شکل 
Figure 8. Mean square error for different architectures considering (a) one hidden layer, and (b) two 

hidden layers 
 

 

 

 

 

شکل 8. میانگین مربعات خطا برای معماری های مختلف با در نظر گرفتن )الف( یک لایه پنهان، و )ب( دو لایه پنهان

Fig. 8. Mean square error for different architectures considering (a) one hidden layer, and (b) two hid-
den layers
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پنهان  لایه  یک  برای  بهینه سازی  روش  و  انتقال  تابع  مختلف  حالت های 
نشان داده شده است که تابع انتقال LOGSIG به همراه روش بهینه سازی 
داشته  دیگر  حالت  سه  به  نسبت  را  خطا  میزان  کمترین   TRAINLM

است. در شکل 8-ب، با استفاده از بهترین تابع انتقال و روش بهینه سازی 
در نمودار مربوط به یک لایه پنهان، تعداد نورون های مختلف برای دو لایه 
پنهان مورد بررسی قرار گرفته است. با توجه به دو نمودار شکل 8 کمترین 
خطا مربوط به دو لایه پنهان با تعداد نورون لایه اول 5 و لایه دوم 11 و 
 TRAINLM بهینه سازی  روش  و   LOGSIG انتقال  تابع  همچنین 
می باشد که میانگین مربعات خطا برابر 0/17 برای این نوع معماری به دست 

آمده است.
پس از مشخص شدن معماری شبکه عصبی مصنوعی، می  بایست یک 
شبکه با مشخصات بیان شده ساخته شود. در شکل 9 نتایج مدل سازی برای 
سه دسته داده  های آموزش، آزمایش و اعتبارسنجی قابل مشاهده است. هر 
چه نقاط به خط y = x نزدیک تر باشند، به این معناست که مقادیر پیش بینی 
بالاتری برخوردار است.  از دقت  بوده و مدل  به یکدیگر نزدیک تر  و هدف 
همان طور که در این شکل مشاهده می  شود در هر سه دسته داده، نقاط به 
خط y = x نزدیک بوده و با ثبت مقادیر R برابر 0/99، 0/97 و 0/97 به 
ترتیب برای داده  های آموزش، آزمایش و اعتبارسنجی مدل از دقت بالایی 

برخوردار است.

شبکه عصبی مصنوعی با متغیرهای انتخاب شده- 2- 3
متغیرهای  تعداد  کردن  کمینه  هدف   NSGA ІІ-MLP روش  در 
انتخاب  خروجی   10 شکل  در  می باشد.  خطا  مربعات  میانگین  و  ورودی 
مربوط  شکل  این  در  افقی  محور  است.  مشاهده  قابل  تأثیرگذار  متغیرهای 
به تابع هدف اول و تعداد متغیرهای ورودی و محور عمودی مقدار میانگین 
مربعات خطا می  باشد. هر چه تعداد متغیرهای ورودی زیاد می شود، مطابق 
انتظار خطای مدل کاهش یافته است. از آنجا که در مسئله اولیه با استفاده 
از 32 متغیر ورودی مدل سازی انجام شد و مقدار میانگین مربعات خطای آن 
برابر 0/17 بود، مشاهده می شود که با انتخاب 19 متغیر ورودی می توان به 
با حذف 13 متغیر که  همان مقدار میانگین مربعات خطا رسید. در حقیقت 
بر خرابی پلکانی  شدن تأثیر کمتری داشته  اند، مدلی با دقتی بسیار نزدیک 
انتخاب شده  اولیه قابل ساخت است. در جدول 3 متغیرهای  به دقت مدل 
برای ساخت مدل ساده  تر ارائه شده است. متغیرهای ضریب پواسون و مدول 
متغیر  عنوان  به  در مدل های گذشته  تاکنون  روسازی  بتنی  دال  الاسیسیته 

موثر معرفی نشده است اما روش NSGA ІІ-MLP این متغیرها را موثر 
و شکل  گیری  بتنی  روسازی  بر  حاکم  رفتاری  منطق  است.  کرده  شناسایی 
خرابی پلکانی شدن نیز موید این مطلب است که مشخصات مکانیکی اصلی 
دال بتنی شامل مدول الاستیسیته و ضریب پواسون نقش پر رنگی در این 
خرابی دارند زیرا اگر دو نوع روسازی با شرایط آب و هوایی، ترافیکی، سازه ای 
و با عمر یکسان داشته باشیم اما دال یکی از روسازی ها از نظر ویژگی های 
اختلاف  آمدن  وجود  به  احتمال  باشد  دیگر  روسازی  از  ضعیف تر  مکانیکی 

ارتفاع یا خرابی پلکانی  شدن در محل درز زیادتر است. 
همانطور که در قسمت روش تحقیق بیان شد میزان اهمیت 19 متغیر 
مقدار  که  می شود  تعیین  تصادفی  جنگل  روش  از  استفاده  با  شده  انتخاب 
به  توجه  با  قابل مشاهده است.  به درصد در جدول شماره 3  اهمیت آن ها 
به ترتیب  این خرابی  نتایج جنگل تصادفی متغیرهای مهم برای پیش بینی 
اهمیت شامل تعداد تجمعی تعداد روزهایی که بارش بیشتر از 12/7 میلی متر 
است، مدول الاستیسیته دال، عمر روسازی، ضخامت اساس، تعداد تجمعی 
بار معادل هم ارز، میانگین سالانه تعداد روزهایی که دما بیشتر از 32 درجه 
از 0/25  بیشتر  بارش  روزهایی که  تعداد  میانگین سالانه  است،  سیلسیوس 
میلی متر است، ضخامت دال، ضریب پواسون، میانگین سالانه تعداد روزهایی 
که سیکل ذوب و یخ اتفاق می افتد، داول دار بودن یا نبودن روسازی، ضخامت 
زیر اساس، تعداد تجمعی روزهایی که دما بیشتر از 32 درجه است، میانگین 
فاصله درزها از یکدیگر، متغیر ساختگی زهکشی و در انتها چهار نوع آب و 
هوایی که روسازی در آنجا قرار دارد. دو پارامتر پر اهمیت مدول الاسیسیته 
دال و ضخامت اساس در دست طراح روسازی بوده و با کنترل این دو پارامتر 

می توان از این خرابی مهم جلوگیری نمود.
با استفاده از متغیرهای انتخاب شده و با توجه به روش بیان شده در 

روش تحقیق، مدل شبکه عصبی مصنوعی ساخته شده است. همانطور که 
در شکل 11 نشان داده شده است، سه دسته داده  های آموزش، آزمایش و 

اعتبارسنجی دقت قابل قبولی دارند.
با مقایسه شکل  های 9 و 11 می  توان نتیجه  گیری نمود که دقت دو 
مدل ساخته شده تقریبا با یکدیگر برابر بوده و می توان از اختلاف ناچیز 

آن ها صرف نظر نمود. در بخش بعد مدل ها با استفاده از شاخص های آماری 
به صورت دقیق با یکدیگر مقایسه شده  اند.

ارزیابی و مقایسه دقت مدل ها- 3- 3
با توجه به معادلات 7 تا 13 میزان خطا و دقت مدل ها برای داده های 
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 )ج(

های )الف( آموزش، )ب( اعتبارسنجی و )ج( آزمایشمتغیر ورودی برای داده 31نتایج شبکه عصبی مصنوعی ساخته شده با  .9شکل   
Figure 9. Results of an artificial neural network constructed with 32 input variables for (a) training data, 

(b) validation, and (c) testing 
شکل 9. نتایج شبکه عصبی مصنوعی ساخته شده با 32 متغیر ورودی برای داده های )الف( آموزش، )ب( اعتبارسنجی و )ج( آزمایش

Fig. 9. Results of an artificial neural network constructed with 32 input variables for (a) training data, (b) vali-
dation, and (c) testing
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 MLP NSGA ІІ- دست آمده از روشه مجوعه جواب بهینه ب. 11شکل 

Figure 10. The optimal answer set obtained from the NSGA II-MLP method 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

NSGA II-MLP شکل 10. مجوعه جواب بهینه به دست آمده از روش

Fig. 10. The optimal answer set obtained from the NSGA II-MLP method

جدول 3. متغیرهای انتخاب شده به عنوان عوامل تأثیرگذار بر شکل  گیری خرابی پلکانی شدن

Table 3. Selected variables as influencing factors in the formation of faulting failure
 گیری خرابی پلکانی شدنمتغیرهای انتخاب شده به عنوان عوامل تأثیرگذار بر شکل. 3جدول 

Table 3. Selected variables as influencing factors in the formation of faulting failure 
 

نماد متغیر انتخاب  شماره
نماد متغیر انتخاب  شماره درصد اهمیت شده

 درصد اهمیت شده

1 FT 17/4 11 EM 27/14 

2 WF 27/0 12 SBTH 42/2 

3 WNF 2/0 12 STH 46/4 

4 DNF 01/0 14 BTH 21/10 

5 DF 02/0 12 D32 72/2 

6 DRG 44/0 16 WT 46/4 

7 ND 72/11 17 DWL 77/2 

8 CESAL 64/2 17 CINT 12/24 

9 JSP 64/1 16 CD32 42/2 

11 PR 40/4    
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 )الف(

 
 )ب(

 
 )ج(

های )الف( آموزش، )ب( اعتبارسنجی و )ج( آزمایشنتایج شبکه عصبی مصنوعی ساخته شده با متغیرهای انتخاب شده برای داده. 11شکل   
Figure 11. Results of artificial neural network constructed with selected variables for (a) training, (b) 

validation and (c) testing data 

شکل 11.  نتایج شبکه عصبی مصنوعی ساخته شده با متغیرهای انتخاب شده برای داده های )الف( آموزش، )ب( اعتبارسنجی و )ج( آزمایش

Fig. 11. Results of artificial neural network constructed with selected variables for (a) training, (b) validation 
and (c) testing data
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به صورت جداگانه محاسبه شده  اعتبارسنجی هر مدل  و  آزمایش  آموزش، 
است. جدول 4 مقدار شاخص های آماری برای مدل اول )32 متغیر ورودی( 

و مدل دوم )19 متغیر ورودی( را نشان داده است.
ضرایب همبستگی هر دو مدل برای داده های مختلف مناسب و نشان   
دهنده توانمندی شبکه عصبی مصنوعی در پیش  بینی خرابی پلکانی شدن در 
روسازی  های بتنی است. دقت مدل های ارائه شده نسبت به کارهای پیشین 
]17-15[ بالاتر بوده که دلایل مختلفی می تواند داشته باشد. بررسی طیف 
وسیعی از متغیرهای موثر بر این خرابی به صورت همزمان، استفاده از یک 
روش قدرتمند و جدید جهت انتخاب متغیرهای تأثیرگذار و تعیین معماری 
درست و آموزش صحیح شبکه عصبی مصنوعی از جمله این دلایل است. به 
صورت کلی برای داده های آزمایش، شاخص های NSE ،R و SI در هر 
دو مدل تقریبا مقداری ثابت دارند اما از نظر 4 پارامتر دیگر، میزان خطای 
مدل اول کمتر از مدل دوم است. همچنین نتایج حاصل از 7 شاخص آماری 
نشان می دهد که میزان دقت داده های آزمایش مدل اول برتری جزئی در هر 
7 شاخص نسبت به مدل دوم دارد. اما در داده های اعتبارسنجی، مدل دوم 
نسبت به مدل اول عملکرد بهتری از خود نشان داده است. این نتایج نشان 
دهنده عملکرد مطلوب روش مورد استفاده جهت انتخاب متغیرهای تأثیرگذار 
اولیه  دقت  به همان  تقریبا  توانسته  ورودی  متغیر  با حذف 13  که  می باشد 

مدل سازی برسد. 

نتیجه4گیری-44
در این مطالعه تأثیر 32 متغیر شامل متغیرهای آب و هوایی، ترافیکی و 
سازه  ای بر مقدار خرابی پلکانی  شدن مورد بررسی قرار گرفته است. همچنین 
با استفاده از شبکه های عصبی مصنوعی دو مدل مجزا جهت پیش بینی مقدار 
این خرابی توسعه داده شده است. مدل اول با استفاده از 32 متغیر ورودی 
کلیه  و  است  زیاد  ورودی  متغیرهای  تعداد  که  آنجا  از  است.  شده  ساخته 
متغیرهای ورودی بر مقدار خرابی پلکانی شدن تأثیر یکسانی ندارند، روش 
جدید NSGA ІІ-MLP به منظور انتخاب متغیرهای تأثیرگذار ارائه شده 
است. با استفاده از این روش تعدادی از متغیرهای مهم شناسایی شده و با 
استفاده از این متغیرها یک شبکه عصبی مصنوعی دیگر آموزش داده شده 
 ،MAE ،SI ،NSE ،R است. در نهایت با استفاده از شاخص های آماری
RMSE ،MSE و RRMSE میزان دقت دو مدل توسعه داده شده با 

یکدیگر مقایسه شدند. نتایج این تحقیق به شرح زیر است:
• مدل 	 آزمایش  و  اعتبارسنجی  آموزش،  داده های  برای   R مقدار 

ساخته شده با 32 متغیر ورودی به ترتیب برابر 0/99، 0/97 و 0/97 می باشد. 
دقت گزارش شده بسیار بالا بوده که نشان از آموزش صحیح شبکه عصبی 
ساخته  مدل  بودن  معتبر  و  ورودی صحیح  متغیرهای  از  استفاده  مصنوعی، 

شده می باشد.
• روش توسعه داده شده NSGA ІІ-MLP این توانایی را دارد 	

جدول 4. شاخص های آماری محاسبه شده برای دو مدل ساخته شده با 32 متغیر و 9  متغیر

Table 4. Statistical indices calculated for two models made with 32 variables and 19 variables

 

 متغیر 19متغیر و  32های آماری محاسبه شده برای دو مدل ساخته شده با شاخص. 4جدول 
Table 4. Statistical indices calculated for two models made with 32 variables and 19 variables 

 

 های آماریشاخص
 مدل دوم مدل اول

 اعتبارسنجی آزمایش آموزش اعتبارسنجی آزمایش آموزش

R 66/0 67/0 67/0 66/0 62/0 67/0 

NSE 67/0 64/0 62/0 67/0 61/0 62/0 

SI 06/0 17/0 17/0 06/0 16/0 17/0 

MSE 07/0 42/0 24/0 11/0 24/0 12/0 

RRMSE 27/0 67/0 26/0 22/0 74/0 27/0 

MAE 12/0 42/0 46/0 17/0 6/0 2/0 

RMSE 27/0 67/0 26/0 22/0 74/0 27/0 
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از  استفاده  با  گیرد.  قرار  استفاده  مورد  ماشین  یادگیری  روش  هر  برای  که 
این روش می توان متغیرهای ورودی موثر را شناسایی و یک مدل ساده تر 
با استفاده از متغیرهای مهم ساخت. در این مطالعه متغیرهای آب و هوایی 
تعداد  از میانگین سالانه  بوده اند عبارت اند  پلکانی شدن موثر  که در خرابی 
روزهایی که سیکل ذوب و یخ در آن اتفاق می افتد )FT(، 4 متغیر مربوط به 
 ،DNF ،WNF ،WF( نوع آب و هوایی که روسازی در آن وجود دارد
درجه   32 از  بیشتر  هوا  دمای  که  روزهایی  تعداد  سالانه  میانگین   ،)DF

سانتی گراد باشد و همچنین مقدار تجمعی آن )D32 و CD32(، میانگین 
سالانه تعداد روزهایی که بارش بیشتر از 0/25 میلی متر باشد )WT( و مقدار 
 .)CINT( تجمعی تعداد روزهایی که بارش بیشتر از 12/7 میلی متر باشد
فاصله   ،)DRG( روسازی  زهکشی  سیستم  شامل  نیز  سازه ای  متغیرهای 
بتنی  دال  الاستیسیته  مدول  و  پواسون  ضریب   ،)JSP( روسازی  درزهای 
و   STH  ،SBTH( اساس  و  دال  اساس،  زیر  EM(، ضخامت  و   PR(
BTH( و داول داشتن یا نداشتن روسازی )DWL(. همچنین عمر روسازی 

مهم  متغیرهای  از   )CESAL( هم ارز  معادل  بار  تجمعی  تعداد  و   )ND(
برای پیش بینی این خرابی معرفی شدند. 

• 	 NSGA از روش  منتخب  متغیرهای  با  دوم ساخته شده  مدل 
ІІ-MLP دارای ضریب همبستگی 0/99، 0/95 و 0/97 به ترتیب برای 

داده های آموزش، اعتبارسنجی و آزمایش می باشد. دقت این مدل نیز مانند 
مدل اول قابل قبول بوده است. ضریب تعیین مدل دوم با توجه به این نکته 
فقط  است  شده  ساخته  اول  مدل  به  نسبت  کمتر  ورودی  متغیر   13 با  که 
0/02 در داده های اعتبارسنجی پایین تر بوده و در داده های آموزش و آزمایش 
است که  واقعیت  این  نشانگر  ناچیز  اختلاف دقت  این  داشته اند.  برابر  دقت 
متغیرها به درستی انتخاب شده و 13 متغیر انتخاب نشده تأثیر قابل توجهی 

بر پیش  بینی مقادیر خرابی پلکانی شدن ندارند.
• پنج متغیری که بیشترین تاثیرگذاری بر مقدار خرابی پلکانی شدن 	

را دارند به همراه درصد تأثیر آن ها عبارتند از تعداد تجمعی تعداد روزهای با 
بارش بیشتر از 12/7 میلی متر )CINT(، 24 %، مدول الاستیسیته دال بتنی 
 ،)BTH( 12 %، ضخامت لایه اساس ،)ND( 14 %، عمر روسازی ،)EM(
10 % و تعداد تجمعی بار معادل هم ارز )CESAL(، 6 %. دو متغیر مدول 
الاستیسیته دال بتنی و ضخامت لایه اساس، پارامترهایی هستند که طراح 
روسازی می تواند با کنترل آن ها از شدت خرابی در طول عمر روسازی بکاهد.  

پژوهش های آینده
داده های  بر  مبتنی  تحقیق  این  در  شده  داده  توسعه  مدل  که  آنجا  از 
کشورهای  روسازی  قطعات  برای   )LTPP( روسازی  مدت  بلند  عملکرد 
آمریکا و کانادا می باشد، به منظور استفاده از این مدل جهت پیش  بینی خرابی 
پلکانی شدن در کشور ایران پیشنهاد می شود در پژوهش  های آتی قطعاتی 
و رطوبت(،  بارش  )دما،  و هوایی  آب  فوق  الذکر که شرایط  روسازی  های  از 
سازه  ای و ترافیکی مشابه با روسازی  های بتنی مورد نظر در کشور ایران دارند 

مورد نظر و مبنای مقایسه قرار گیرند.
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